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Abstract 
The stock market is one of the most volatile and complicated markets, 

making accurate price forecasting a challenging task. However, the 

emergence of machine learning in recent decades has alleviated some of 

these limitations by engaging the development of models for accurate stock 

price prediction through neural networks. This study investigates the 

application of recurrent neural network (RNN) models—specifically RNN, 

long short-term memory (LSTM), and gated recurrent unit (GRU)—in 

predicting the stock indices of the Iranian energy industry. Using daily time 

series data from May 1, 0202, to May 1, 0202, the dataset was divided into a 

training period (%28) and a testing period (028). In the first step, the optimal 

architectures of each model (estimating hyper-parameters) were determined 

for prediction horizons of 1, 0, 5 (one week), and 02 trading days (one 

month). Subsequently, prediction errors of the three machine learning 

models were compared with the linear econometric model (ARIMA) across 

various forecast horizons. The findings in two areas of cross validations of 

machine learning models as well as predication error reveal the following 

insights: First, as the forecast horizon increases, the batch size of optimal 

prediction decreases for all three machine learning models, and the larger the 

input training sample size leads to the smaller batch size. Second, in short-

term forecast horizons (1, 0, and 5 trading days), machine learning models—

particularly LSTM—demonstrate lower prediction errors than ARIMA, 

while in the 02-trading-day (1-month) forecast horizon, ARIMA's predictive 

accuracy approaches to the nonlinear machine learning models. Third, 
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forecast accuracy decreases as the horizon lengthens, with accuracy 

dropping from approximately %%.58 (for a 1-day horizon) to %0.58 (for a 02-

day horizon). Finally, selecting the appropriate forecasting method for the 

stock market indices of energy industries depends on the forecast horizon 

and data characteristics. 

 

Introduction 

In the past decade, the stock market has gained significant popularity, 

attracting both individual and institutional investors despite its inherent risks. 

As a result, predicting stock price indices has become an appealing endeavor 

for both institutional and private investors. Beyond the inherent complexities 

of forecasting, there is ongoing debate about the predictability of stock 

prices and returns. Research efforts across a wide range of disciplines, 

including physics, economics, computer science, and statistics, have focused 

on modeling stock price indices and employing various forecasting 

strategies. 

Predicting nonlinear time series, such as stock price indices, often relies on 

neural network models to overcome some challenges. Among neural 

network models, Long Short-Term Memory (LSTM) and Gated Recurrent 

Unit (GRU) are two prominent models, which, according to international 

research findings, have demonstrated superior performance. RNNs are 

among the most effective methods for processing sequential or time-series 

data, as they possess a high capability to identify complex nonlinear 

relationships, unlike traditional forecasting models. 

Despite extensive international research on the application of various 

machine learning models for predicting economic variables, the Iranian 

research landscape indicates a scarcity of published scientific articles in this 

domain. Furthermore, the prediction of stock indices for energy-related 

industries has not been explored in any prior studies. Given the above 

context, the primary objective of this study is to predict four energy industry 

indices using three models—RNN, LSTM, and GRU—and to identify the 

best-performing model with the lowest prediction error. This will be 

achieved using daily data from four energy industry stock indices from May 

1, 0202, to May 1, 0202. 

This paper contributes to the literature in several ways. First, in addition to 

the RNN and LSTM methods, which have been more commonly used in 

domestic studies, the GRU method is also employed—a technique that, with 

the exception of one article, has not been widely used in Iranian research. 

Second, for the first time, stock indices for energy-related industries are 

being predicted, filling a significant gap in the literature. 
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Methods and Materials 

Recurrent Neural Networks (RNNs) are among the most effective methods 

for processing sequential or time-series data due to their superior ability to 

identify complex nonlinear relationships, unlike traditional forecasting 

models. The Long Short-Term Memory (LSTM) model, a prominent 

member of the RNN family, replaces standard artificial neurons in the 

hidden layers of the network with memory cells. These memory cells enable 

the network to dynamically consider the architecture of the data and connect 

memories with input data, thereby improving prediction accuracy. Given its 

enhanced memory capacity for storing and interpreting historical data, the 

LSTM model typically yields better results for large datasets. In contrast, the 

Gated Recurrent Unit (GRU) has fewer parameters than LSTM, making its 

estimation significantly faster. 

In this study, data from four energy-related stock indices in the Iranian stock 

market from May 1, 0202, to May 1, 0202, were used. The energy indices 

were predicted using three models: RNN, LSTM, and GRU. 

 

Results and Discussion 

Table (1) presents the forecasting errors (RMSE) of different models for 

various time horizons, using 022 daily data points (approximately one year) 

and 12 forecasting windows. 

 
Table (1). Forecasting errors of different time horizons using three machine 

learning models (RNN, LSTM, and GRU) and one linear econometric model 

(ARIMA) 
ARIMA GRU LSTM RNN Indices Time Horizons 

.0..0 .0.00 .0..0 .0.00 Chemical 

0 day 
.0.00 .0.00 .0.00 .0.00 Coal 
.0.00 .0.0. .0.0. .0.0. Energy 
.0.00 .0.00 .0.00 .0.00 Oil Products 
.0.00 .0.00 .0.00 .0.00 Chemical 

0 days 
.0.0. .0.00 .0.00 .0.00 Coal 
.0.00 .0.00 .0.00 .0.00 Energy 
.0.00 .0.00 .0.0. .0.00 Oil Products 
.0.00 .0.00 .0.00 .0.00 Chemical 

0 days (0 week) 
.0.00 .0.00 .0.00 .0.00 Coal 
.0.00 .0.00 .0.0. .0.00 Energy 
.0.00 .0.00 .0.00 .0.00 Oil Products 
.0.00 .0.00 .0.00 .0.00 Chemical 0. days (0 month) 
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.0000 .0000 .0000 .0000 Coal 

.0.0. .0.00 .0.00 .0.00 Energy 

.0.00 .0.0. .0.00 .0.00 Oil Products 
 

 For a very short-term forecasting horizon (1 trading day), the LSTM 

model performs well in predicting the chemical and coal indices. The RNN 

and GRU models perform better for predicting the oil products and energy 

indices, respectively. The econometric ARIMA model does not outperform 

any of the other models in forecasting the indices. 
 For a two-business-day forecasting horizon, the LSTM model performs 

well in forecasting the coal, energy, and oil products indices. The RNN 

model, with a slight margin, outperforms the LSTM model in predicting the 

chemical index. The GRU and ARIMA models do not outperform any of the 

other models in predicting the indices. 
 For a five-business-day (one-week) forecasting horizon, the LSTM 

model performs better in predicting the coal and energy indices. The RNN 

model outperforms others in forecasting the chemical index. Both the RNN 

and GRU models show similar performance in predicting the oil products 

index. Similar to previous findings, the ARIMA model underperforms 

compared to the other models. Notably, the RMSE values for the five-day 

horizon are higher than those for the two-day horizon, indicating a decrease 

in forecasting accuracy as the forecasting horizon expands. 

 For a relatively long-term forecasting horizon (02 trading days or 1 

month), the LSTM model performs better in predicting the coal index. The 

nonlinear RNN and GRU models perform better in predicting the energy and 

oil products indices, respectively. Similar to previous findings, the RMSE 

values for the 02-day horizon are higher than those for the 5-day horizon, 

further confirming the decline in forecasting accuracy as the prediction 

horizon expands. 
In summary, the LSTM model demonstrates superior performance in most 

scenarios, particularly for short- to medium-term horizons. The RNN and 

GRU models also show competitive performance, depending on the specific 

index and forecasting horizon. In contrast, the ARIMA model consistently 

underperforms across all horizons, highlighting the limitations of linear 

econometric models in capturing the complexities of nonlinear time-series 

data. The increase in RMSE values as the forecasting horizon expands 

underscores the inherent challenges in maintaining prediction accuracy over 

longer periods. 
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Conclusion 

This study demonstrates that machine learning and time-series methods can 

be effectively used to predict data related to the chemical, coal, energy, and 

oil products indices. However, the choice of the appropriate method depends 

on the forecasting horizon and the characteristics of the data. Given the high 

accuracy of machine learning models, particularly the LSTM model, in 

forecasting, it is recommended that investors in financial markets pay 

attention to signaling mechanisms and the existence of profitable strategies 

across parallel markets. By understanding and predicting movements 

between markets, it becomes possible to manage risk and achieve favorable 

returns. 

Furthermore, the superior performance of the LSTM model across various 

forecasting horizons highlights its potential as a reliable tool for predicting 

complex and nonlinear time-series data. Future research could explore the 

integration of these models with other advanced techniques or the 

application of hybrid models to further enhance prediction accuracy. 

Additionally, policymakers and market regulators could benefit from these 

findings by incorporating predictive analytics into their decision-making 

processes to improve market stability and investor confidence 

 

JEL Classification: C55, C55, G15, G02 

Keywords: Machine Learning, Artificial Intelligence, Recurrent Neural 
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صنایع  هایبینی شاخصپیشهای یادگیری ماشین در اعتبارسنجی روش
 ایران انرژی بورسی

 دانشیار، گروه اقتصاد، دانشکده اقتصاد، دانشگاه علامه طباطبایی تهران، ایران  رضا طالبلو 
  

 دانشیار، گروه اقتصاد، دانشکده اقتصاد، دانشگاه علامه طباطبایی تهران، ایران  پریسا مهاجری

 
 

  چکیده
بینی حرکت قیمت و همین امر، پیش رودبه شمار میها بازارترین یکی از پرنوسانبدون شک بازار سهام، 
ها را های اخیر، بخشی از محدودیتحال، ظهور یادگیری ماشین در دههکند. با اینسهام را بسیار دشوار می

بینی مؤثر و دقیق هایی برای پیشهای عصبی، امکان توسعه مدلزیرا با وجود برخی شبکه نموده،مرتفع 
مقاله حاضر به بررسی کاربرد الگوهای خانواده شبکه عصبی بازگشتی  فراهم شده است.قیمت سهام 

های بینی شاخص صنایع بورسی انرژی با استفاده از داده( در پیشGRUو  RNN ،LSTM)مشتمل بر 
های روزانه به دو قسمت دوره آموزش یا پرداخته است. داده 0.00مه  0تا  .0.0مه  0سری زمانی از 

و در گام اول، معماری بهینه الگوها )برآورد  درصد( تقسیم شدند .0درصد( و دوره آزمون ) .0ری )یادگی
های دوره ماه( با استفاده از دادهروز کاری )یک .0)یک هفته( و  0، 0، 0بینی ابرپارامترها( برای پیش

با الگوی خطی بینی سه الگوی غیرخطی یادگیری ماشین یادگیری انجام شد و سپس، خطاهای پیش
ها در دو حوزه اعتبارسنجی متقابل یافته های مختلف زمانی مقایسه شدند.در افق ARIMAاقتصادسنجی 

بینی حاکی از آن است که: نخست، با افزایش افق های یادگیری ماشین و همچنین خطای پیشمدل
بینی برای هر سه الگوی یادگیری ماشین کاهش بینی، اندازه رسته لازم برای حصول به بهترین پیشپیش

دگیری بزرگتر باشد، اندازه رسته کوچکتر خواهد بود. دوم، یابد و هر چه اندازه حجم نمونه ورودی یامی
، خطای LSTMهای یادگیری ماشین خصوصاً روز کاری، مدل 0و  0، 0مدت بینی کوتاههای پیشدر افق

 0روز کاری ) .0بینی دارند، این در حالی است که در افق پیش ARIMAبینی کمتری در مقایسه با پیش
شود. سوم، به موازات با های غیرخطی هوش مصنوعی مینزدیک به مدل ARIMAبینی ماه(، دقت پیش
درصد )برای  0/00بینی از حدود که دقت پیشبه طوری شودبینی، بر مقدار خطا افزوده میافزایش افق پیش

بینی . چهارم، انتخاب روش مناسب در پیشیابدروزه( کاهش می .0درصد )برای افق  0/00روزه( به  0افق 
 ها دارد.بینی و مشخصات دادهخص صنایع بورسی انرژی، بستگی به افق پیششا

 

 .JEL :C00 ،C00 ،G00 ،G0بندی طبقه
مدت ماندگار، واحد بازگشتی شبکه عصبی بازگشتی، حافظه کوتاه هوش مصنوعی، یادگیری ماشین،: هاکلیدواژه

 بازار سهامبینی پیشای، دروازه
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 مقدمه  .1
گذاران خصوصی و بازار سهام در دهه اخیر، محبوبیت بالایی پیدا کرده است و سرمایه

رو . از ایناندنمودههای بالا در این بازار، پول را وارد این بازار نهادی به رغم وجود ریسک
گذاران نهادی و شخصی جذاب است. بینی شاخص قیمت سهام برای سرمایهپیش

بینی بینی، مجادلات مستمری درباره قابل پیشاتی انجام پیشهای ذنظر از پیچیدگیصرف
ها نظیر ها در طیف وسیعی از زمینهبودن قیمت و بازده سهام وجود دارد. تمرکز پژوهش

کارگیری سازی شاخص قیمت سهام و بهفیزیک، اقتصاد، علوم رایانه و آمار، مدل
 .000کارا که توسط فاما در سال  بینی بوده است. نظریه بازارهای مختلف پیشاستراتژی

ارائه شد، مدعی است که ارزش فعلی دارایی، تمامی اطلاعات در دسترس پیشین را 
ها، خطی بودن ساختار همبستگی مقادیر سری سازد. فرض اصلی در این مدلمنعکس می

 های غیرخطی بیان کرد.وان با مدلتزمانی است و بنابراین، این الگوها را نمی
های شبکه های زمانی غیرخطی مانند شاخص قیمت سهام، غالباً از مدلنی سریبیپیش

های شبکه کند. در میان مدلها استفاده میعصبی برای فائق آمدن بر این محدودیت
ای و واحد بازگشتی دروازه 0(LSTMمدت ماندگار )عصبی، الگوی حافظه کوتاه

(GRU)0( دو ساختار از شبکه عصبی بازگشتی ،RNN)0 های هستند که طبق یافته
یکی از کارآمدترین  ها، RNNخانواده  های خارجی، بهترین عملکرد را دارند.پژوهش

بینی های پیشای یا متوالی هستند زیرا بر خلاف مدلهای دنبالهها برای پردازش دادهروش
، در LSTMمدل  سنتی، توانمندی بالایی در شناسایی روابط غیرخطی پیچیده دارند.

کند. های مصنوعی استاندارد میهای حافظه را جایگزین عصبهای پنهان شبکه، سلوللایه
ها را به صورت پویا در دهند که معماری دادهها این امکان را میهای حافظه، به شبکهسلول

بینی را ترتیب، دقت پیشهای ورودی متصل نمایند و بدینها را با دادهنظر بگیرند و حافظه
های تاریخی برای ذخیره و تفسیر داده LSTMهبود بخشند. با توجه به حافظه بیشتری که ب

د. در دهت میهای بزرگ به دسدارد، این مدل معمولاً نتایج بهتری را برای مجموعه داده
رو برآورد آن، بسیار ، پارامترهای کمتری دارد و از اینLSTMنسبت به  GRUمقابل 
 شود.تر انجام میسریع

                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                      

1. Long Short Term Memory 

2. Gated Recurrent Unit 

3. Recurrent Neural Network 
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های یادگیری ماشین به کارگیری انواع مدلخارجی که در به های گستردهبه رغم پژوهش
بینی متغیرهای اقتصادی وجود دارد، فضای پژوهشی ایران حاکی از اندک منظور پیش

بینی شاخص صنایع بورسی حوزه انرژی بودن مقالات علمی انتشار یافته دارد. همچنین پیش
تاکنون مورد بررسی قرار نگرفته است. با عنایت به توضیحات ها در هیچ یک از پژوهش

شاخص صنایع انرژی کشور با استفاده از سه  0بینی فوق، هدف اصلی مقاله حاضر، پیش
با استفاده بینی و معرفی مدل برتر با کمترین خطای پیش GRUو  RNN ،LSTMالگوی 
است.  0.00مه  0تا  .0.0مه  0 شاخص بورسی صنایع انرژی در دوره 0های روزانه از داده

و  RNNهای نخست آنکه علاوه بر روشپژوهش حاضر از چند جنبه دارای نوآوری است. 
LSTM اند، روش که در مطالعات داخلی بیشتر به کار گرفته شدهGRU  نیز استفاده

دوم، برای  شود که به استثنای یک مقاله، مورد توجه مقالات داخلی نبوده است.می
پنجم از شوند. سوم، یکبینی میبار، شاخص صنایع بورسی حوزه انرژی پیشنخستین

بینی، کنار گذاشته مشاهده( به منظور آزمون دقت پیش ..0حدود مشاهدات انتهای دوره )
مدت روز کاری و افق میان 0و  0، 0مدت های کوتاهبینی در افقشده و سپس خطای پیش

 شوند.ماه( محاسبه میکروز کاری )ی .0
شوند. در راستای واکاوی دقیق ابعاد موضوع، مقاله حاضر در شش بخش سازماندهی می

دهد، مبانی نظری و پیشینه تجربی به پس از مقدمه که بخش نخست از مقاله را تشکیل می
های آماری، محور شوند. روش تحقیق و پایههای دوم و سوم ارائه میترتیب در بخش

دهند. در بخش پنجم، ساختار بهینه )ابرپارامترها( برای سه چهارم را تشکیل میبخش 
 ..0پنجم از مشاهدات )بیش از -با استفاده از چهار GRUو  RNN ،LSTMالگوی 

های مختلف زمانی برای هر یک از بینی در افقمشاهده( برآورد شده و سپس خطای پیش
ترین بندی از مهمش ششم از مقاله حاضر به جمعگردد. در نهایت، بخاین الگوها ارائه می

 یابد.ها و ارائه پیشنهادها اختصاص مییافته
 

 مبانی نظری  .2
های محاسباتی جدید در یادگیری های نوین و روشای از تکنیککارگیری مجموعهبه

های پیچیده، شاکله اصلی های دریافتی از سیستمبینی پاسخماشین به منظور برآورد و پیش
از  یساختارهای متشکل ها،این شبکه. دهدرا تشکیل میهای عصبی مصنوعی شبکه
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 توانایی بسیار بودن،و متراکم  هستند که ضمن به هم پیوستگی واحدهای ساده پردازشی
ی هاشبکه ها دارند. ایده اصلیبه منظور پردازش دادهمحاسبات موازی انجام بالایی در 

 ها وداده پردازشبا  دارد کهرکرد سیستم عصبی زیستی شیوه کا عصبی مصنوعی، ریشه در
 .0(0.00، و همکاران یادگیری است )گودفلو ، در تلاش برایاطلاعات

سبب شده است تا ها نسبت به سایر روش مصنوعی های عصبیشبکهمزایای متعدد 
توان می ها استفاده نمایند که برای نمونههای تحقیقاتی متنوعی از آنپژوهشگران در زمینه

توانایی استفاده از »، «محاسبات موازی امکان انجام» ،«غیرخطی بودن توابع مورد استفاده» به
و نظایر آن اشاره « استفاده از اطلاعات کیفی قابلیت»، «یادگیریها برای اطلاعات و داده

ابی منجر به بهبود ارزی های عصبیشبکهبه بیان دیگر، استفاده از توابع غیرخطی در  .کرد
ها و اطلاعات ورودی شده و زمان مورد نیاز برای این ارزیابی به دلیل انجام محاسبات داده

 . 0(0..0، و همکاران )لیمسومبونچای یابدموازی به شدت کاهش می
شود، از ها افزوده میهای پنهان هستند و هرچه بر تعداد این لایههای عصبی دارای لایهشبکه

های عصبی که دارای گروهی از شبکه شود.یاد می« شبکه عصبی عمیق»آن شبکه به عنوان 
، خروجی هادر آن شوند کهنامیده میهای عصبی بازگشتی شبکه لایه بازخورد هستند،

ها به دلیل این شبکه. شوندگردانده میشبکه به همراه ورودی بعدی، به شبکه باز
و از  دارندورودی پیشین خود را  دنبرخورداری از حافظه داخلی، توانایی به خاطر سپر

ی هاشبکهخانواده . از این رو، ای و متوالی هستندهای دنبالهدادهپردازش  رو قادر بهاین
 آیندبه حساب میهای زمانی بینی سریبرای پیش هاروشیکی از بهترین  عصبی بازگشتی،

ن خواهد شد و سپس، ( تبییRNNدر ادامه شبکه عصبی بازگشتی ) .0(0.00 و همکارا، )یو
 مورد بررسی قرار خواهند گرفت. GRUو  LSTMهای روش

 (RNNعصبی بازگشتی ) شبکه. 2-1
های تحقیقات یادگیری ( برای چند دهه یکی از پایهRNNهای عصبی بازگشتی )شبکه

، جفری 0توسط دیوید روملارت .000برای اولین بار در دهه  RNNاند. مفهوم عمیق بوده
سازی معرفی شد، که استفاده از اتصالات بازگشتی را برای مدل 0و رونالد ویلیامز 0هینتون

                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                      

1. Goodfellow et al. (0212) 

2. Limsombunchai et al. (0222) 

3. Yu et al. (021%) 

4. David Rumelhart 

5. Geoffrey Hinton 

6. Ronald Williams 
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 گرادیان اولیه با مشکل ناپدید شدن RNNهای ها پیشنهاد کردند. مدلروابط زمانی در داده
هر  کرد.های بلندمدت را محدود میگیکه توانایی آنها برای یادگیری وابست مواجه بودند

که مشکل  شد( معرفی LSTM) مدت ماندگارهحافظه کوتا الگوهای ،.000در دهه چند 
 ها حل کرد.حافظه و دروازههای را با استفاده از سلول گرادیان ناپدید شدن

 منجر به تکامل های بزرگهای محاسباتی و در دسترس بودن مجموعه دادهپیشرفت
استفاده از واحد ، ...0در دهه شد. منجر های بسیاری در آنها پیشرفت و RNN الگوهای

های شده امکان آموزش مدلهای محاسبات توزیع( و چارچوبGPUپردازش گرافیکی )
RNN های مدل تر را فراهم کرده است.و پیچیده تربزرگRNN های سری برای داده

های متفاوت های موقت در دورهزمانی چندمتغیره مناسب بوده و قادر به لحاظ وابستگی
، مقادیر ورودی به شبکه وارد RNN(. در 0.000، گریوز، 0.000د )چی و همکاران، هستن
شود. ها و پارامترهای شبکه بازگردانده میشود و سپس مقادیر خروجی بر مبنای ورودیمی

 ست. یده شده(، ساختار یک  معمولی به تصویر کش0در شکل )
 

 RNN(. تصویری از ساختار 1نمودار )

 
 

شود. الگوریتم گفته می RNNهایی در شبکه وجود دارد، که حلقهبه طور کلی، هنگامی
توان برای آموزش یک شبکه تکراری با باز کردن شبکه در طول را می 0انتشار بازگشتی

                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                      

1 Che et al. (8102) 

2 Graves (8108) 

3. Backpropagation algorithm 
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ها تطبیق داد های یکسان در همه زمانزمان و محدود کردن برخی اتصالات برای حفظ وزن
تواند اطلاعات قبلی را در فرآیند می RNN. بدین ترتیب، 0(0.00خو و همکاران، )

های سری زمانی به طور یادگیری لایه پنهان فعلی، رمزگذاری کند تا امکان یادگیری داده
، 0«ناپدید شدن یا محو شدن گرادیان». مسئله 0(0000بنجیو و همکاران، مؤثر فراهم گردد )

 0سازیدهد که گرادیان تابع فعالرخ می ها است و زمانی RNNهای اساسی یکی از چالش
تر بسیار کوچک شود. هنگام انتشار بازگشتی از طریق شبکه، گرادیان کوچک و کوچک

های بلندمدت یا طولانی شبکه را دشوار سازی وابستگیشود و بدین ترتیب مدلمی
است که در  0«گرادیان انفجاری»، مشکل «محو شدن گرادیان»سازد. نقطه مقابل مسئله می

 شود.آن، گرادیان بزرگ می
 
 6(LSTMمدت طولانی )حافظه کوتاه لگوهایا. 2-2

 را داشته هایی با هر سطح از پیچیدگییادگیری دنباله باید تواناییها  RNNاز بعد نظری، 
سازی اطلاعات ها در ذخیرهاین شبکه ند، اما مشاهدات تجربی حاکی از عملکرد ضعیفباش

سازی ها در ذخیرهناتوانی این شبکه .استهای گذشته به مدت طولانی مرتبط با ورودی
ها به  RNN تاشود ها موجب میهای گذشته و فراموشی آناطلاعات مربوط به ورودی

 مقابله با. 0(0.00 )هانسون و رستمی، ها با مسئله ناپایداری روبرو گردندهنگام تولید دنباله
ای که از حافظه شبکه است، زیرا ترحافظه بلندمدت از مسئله ناپداری مستلزم برخورداری

های طولانی بین رویدادهای مهم، توانایی حتی با وجود وقفه تر برخوردار باشدبلندمدت
 مدت طولانیحافظه کوتاهالگوی همین امر سبب معرفی . ها را داردیادگیری از ورودی

(LSTM) های ی از زیرمجموعهیک به عنوانRNN ،در با این تفاوت که گردید LSTM ،
ها و اطلاعات گذشته در مقایسه با نُسخ سنتی سازی و دسترسی بهتر به دادهتوانایی ذخیره

قادر است در صورت تشخیص ویژگی مهم در  LSTM ترتیببدین .آن فراهم شده است
ضمن های اولیه، آن را طی یک مسیر طولانی انتقال دهد و های ورودی دنباله در گامداده

                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                      

1. Xu et al (1994) 

2. Bengio et al (2112) 
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، و همکاران )چنطول مسیر حفظ نماید  در ، آن راهای بلندمدتوابستگی لحاظ نمودن
0.00)0.  

را معرفی کردند. این الگو  LSTM، الگوی 0000اولین بار در سال  0هوکرایتر و اشمیدوبر
ناپدید شدن مشکلاتی مانند برای رفع سایر  RNN اصلیجایگزین  ی ازبه عنوان یک
های انتشاریافته اخیر، در بسیاری از پژوهش .طراحی شدمحاسبات تسهیل گرادیان و 

LSTM ها نیز نسبتاً اند و آموزش آنها عملکرد بسیار خوبی را از خود به نمایش گذاشته
ای برای پردازش های مبنا یا پایهها به عنوان معماری LSTMتر بوده است. بنابراین انآس

ای از یافتهاند. به مرور زمان، اشکال بسطهای متوالی با اطلاعات زمانی تبدیل شدهداده
LSTM تواند معماری ها معرفی شده است که میها در خصوص اجزای انفرادی آن

از سلول و سه  LSTMواحدهای  .0(0.00جوزفوویچ و همکاران، تری را ارائه دهد )بهینه
های فراموشی، ورودی و خروجی. نمودار دروازه تشکیل شده است که عبارتند از؛ دروازه

است که در طول  LSTMدهد. سلول، حافظه را نشان می LSTM(، معماری واحدهای 0)
 شود.خاطر سپردن مقادیر استفاده میهای زمانی دلخواه برای بهبازه

 

 LSTM(. تصویری از ساختار 2نمودار )

 
 

                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                      

1. Chen et al (0215) 

2. Hochreiter & Schmidhuber (1997) 

3. Jozefowicz et al. (8102) 
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اند که در شرایط خاص، بسیار کارآمد های مختلفی را پیشنهاد نموده LSTMپژوهشگران، 
تری را به تصویر بکشد، پژوهشگران، هستند. برای اینکه مدل بتواند ساختار دقیق

که طیف دیگری از اند. در حالیاصلی افزوده LSTMهای جدیدی را به دروازه
اند تا ا یکدیگر ادغام نمودههای مختلف را بپژوهشگران، برعکس عمل نموده و دروازه

، GRUرا ایجاد نمایند. الگوهای  0(GRU« )ایواحد بازگشتی دروازه»مدلی تحت عنوان 
ها دارد اما در عمل، نتایج نسبتاً مشابهی را به دست  LSTMپارامترهای کمتری نسبت به 

ندگار مدت ماهای عصبی بازگشتی مرسوم، الگوهای حافظه کوتاهدهد. بر خلاف شبکهمی
(LSTMو واحد بازگشتی دروازه )( ایGRUبرای طبقه )های زمانی بندی، پردازش سری

 .0(0.00)چائو و همکاران،  تر هستندهای زمانی دلخواه مناسببینی با گامپیش
 

 (GRUای )واحد بازگشتی دروازهالگوهای . 2-3
دارد و توسط چو و  LSTM(، مشابهت زیادی با GRUدار )واحد بازگشتی دروازه

در نحوه اعمال  LSTMبا  GRU( معرفی شده است. تفاوت اصلی 0.00همکاران )
وجود دارد که دروازه  GRUدروازه در  0دروازه، صرفاً  0ها است. به جای دروازه

شوند. دروازه بازتنظیم، نحوه ترکیب ورودی جدید و نامیده می 0روزرسانیبازتنظیم و به
نماید. مقادیر کند و میزان نادیده گرفتن حافظه قبلی را کنترل مییین میحافظه قبلی را تع

کوچکتر برای دروازه بازتنظیم به معنای آن است که حافظه قبلی، بیشتر نادیده گرفته 
کند که چه مقدار از حافظه قبلی حفظ شود. روزرسانی نیز مشخص میشود. دروازه بهمی

شود. بزرگتر باشد، اطلاعات قبلی بیشتری آورده میروزرسانی هر چه مقدار دروازه به
تواند در معرض می LSTMوجود دارد. نخست،  LSTMو  GRUهای اندکی بین تفاوت

، حافظه غیرقابل کنترل است. GRUنمایش قرار دادن حافظه را کنترل سازد، حال آنکه در 
های دروازهدارای دروازه خروجی نیست. در واقع،  LSTMهمانند  GRUدوم آنکه، 

شوند، جایگزین می GRUروزرسانی در با دروازه به LSTMورودی و فراموشی در 
 GRUکه شود. از آنجاییدروازه بازتنظیم به طور مستقیم در وضعیت پنهان قبلی اعمال می

خواهد بود  LSTMتر از سریع GRUدارد، برآورد  LSTMپارامترهای کمتری نسبت به 
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 LSTMها بزرگ باشد، یاز دارد. با این حال، اگر مقیاس دادههای کمتری نو به داده
 .0(0.00تواند به تنیجه بهتری منجر شود )سانگ، می
 

 . پیشینه تجربی3
های از تکنیکدر آن بینی قیمت سهام، یک حوزه تحقیقاتی رو به رشد است که پیش
های سنتی عموماً شامل شود. روشهای آماری و اقتصادسنجی استفاده میشامل مدل سنتی

 انباشته ، رگرسیون خطی، میانگین متحرک خودرگرسیو0(MAمیانگین متحرک )
(ARIMA)0 ،GARCH و ماشین( های بردار پشتیبانSVM)0 ( یان و اویانگ، هستند

تکنیکی است که میانگین قیمت میانگین متحرک، .(00.00، مزه و همکارانح؛ 0.000
کند، روندها را شناسایی نموده و بر اساس سهام را در یک دوره مشخص محاسبه می

(. 00..0ادواردز و مگی، نماید )بینی میهای تاریخی، حرکات آتی قیمت را پیشمیانگین
 رگرسیون خطی، مدل آماری است که رابطه خطی بین متغیر وابسته )قیمت سهام( و یک یا

چند متغیر مستقل )مانند زمان، حجم یا علل بازاری( را بررسی نموده و ضرایب مستقل را 
 (.00..0انگل و سارگان، کند )بینی قیمت سهام در آینده برآورد میبرای پیش

 ARIMAبینی قیمت سهام، های محبوب سری زمانی مورد استفاده برای پیشیکی از مدل

بینی در نظر های سری زمانی را برای انجام پیشبودن داده است که الگوها، روندها و فصلی
بینی نوسانات ، معمولاً برای پیشGARCHهای . مدل0(0.00باکس و همکاران، گیرد )می

های زمانی مالی را بندی واریانس و تلاطمات در سریشوند و خوشهبازار سهام استفاده می
کند ات قیمت سهام در بر دارد، لحاظ میکه به طور غیرمستقیم، اطلاعاتی درباره تحرک

(، الگوریتم یادگیری ماشینی نظارت SVMهای بردار پشتیبان )ماشین ..0(0000بلرسلو، )
ها، کار گرفته شوند. در این الگوریتمبینی قیمت سهام بهتوانند برای پیششده هستند که می
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کند و بر اساس تفکیک میها را شود که طبقات متفاوت از دادهیک ابرصفحه ساخته می
 .0(0..0ناکانیشی و همکاران، نماید )بینی میآن، افزایش یا کاهش قیمت سهام را پیش

ای برای های سنتی برای مدت طولانی در مباحث مالی بررسی شده و پایهبرخی از روش
ای ها توانایی لحاظ نمودن الگوهاند. با این حال، آنبینی قیمت سهام فراهم نمودهپیش

های یادگیری عمیق ندارند. پیچیده و تغییرات ناگهانی در بازارها را به اندازه مدل
بینی قیمت سهام از یادگیری های خارجی به ویژه در یک دهه اخیر، برای پیشپژوهش

های زمانی های سریها از مزیت پردازش داده RNNکه کنند. از آنجاییعمیق استفاده می
های مطالعات حاکی از آن است بینی سهام هستند. یافتهاسبی برای پیشبرخوردارند، ابزار من

های . پژوهش0(.0.0یانکیانگ، ) درصد است 00ها، بالغ بر بینی این مدلکه دقت پیش
به کنند که های آتی سهام پیشنهاد میرا برای بررسی قیمت LSTMاخیر نیز مدل 
های تری از قیمتهای دقیقبینیپیشگذاری، برای اخذ تصمیمات سرمایهکارگیری آن 

 .0(0.00جی و همکاران، کی) کندبازار سهام ارائه می
بینی سهام گوگل را در پیش GRUو  RNN ،LSTM، عملکرد 0(0.00)لوکا و الکساندر 

 بینیها، پیشدر مقایسه با سایر روش LSTMهای عصبی مقایسه نموده و دریافتند که شبکه
شاخص جهانی  .0تحقیقات خود را به  0(0.00)یانگ و وانگ دهد. تری را ارائه میدقیق

مدت، میان بینی کوتاهبرای مقایسه عملکرد پیش LSTMسهام گسترش داده و از مدل 
، دقت LSTMمدت و بلندمدت استفاده نمودند. نتایج پژوهش آنان حاکی از آن بود که 

های سنتی یادگیری های اقتصادسنجی و برخی روشبینی بالاتری در مقایسه با روشپیش
را  GRUو  LSTMهای ، مدل0(0.00وانگ و همکاران ) ماشین در هر سه دوره دارد.

بینی هر یک کنند و توانایی پیشبینی قیمت سهام در سه شاخص سهام مقایسه میبرای پیش
شفاف نمودن نقاط قوت و ضعف مربوط به هر نوع شبکه تبیین  ها را بااز این مدل

 GRUو  LSTMهای دهند که مدلنشان می 0(0.00خودکه و دشپنده ) نمایند.می
بینی کنند که عملکرد درصدی پیش 00/00توانند قیمت سهام را با دقت قابل ملاحظه می

                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                      

1. Nakanishi et al. (2116) 

2. Yongqiong (2121) 
3. K. J. et al. (2121) 

4. Luca & Oleksandr (2116) 

5. Yang & Wang (2119) 

6. Wang et al. (2119) 

7 Khodke & Deshpande (2123) 
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 0(0.00اخاس رحمدیان ) دارند.های سنتی مورد استفاده در این زمینه بهتری نسبت به روش
بینی قیمت سهام استفاده نموده و برای پیش GRUو  LSTMنیز به طور همزمان از مدل 

 دارد. GRUهای این پژوهش نیز حکایت از عملکرد بهتر مدل یافته
های زمانی اقتصادی بینی سریهای هوش مصنوعی در پیشبه رغم استفاده گسترده از روش

. به رغم دهدارائه میی رجی، فضای پژوهشی داخلی تصویر متفاوتهای خادر پژوهش
شناسی و های زبانهای یادگیری عمیق و هوش مصنوعی در حوزهروشآنکه 
های سالو بیش از صدها مقاله علمی به ویژه در  ای دارد، کاربرد گستردهشناسیجامعه
 پیرامونشماری های انگشتانتشار یافته است، اما پژوهشهای مذکور در حوزهاخیر 
ها انجام شده است. در ادامه های زمانی اقتصادی با استفاده از این روشهای سریبینیپیش

 شود.های اقتصادی ارائه میمشاهدات کلیدی در ارتباط با پژوهش
 پژوهشی -مقاله علمی 00، های اطلاعات علمی کشوربا جستجو در پایگاه ،نخست

درصد این مقالات  .0. تاریخ انتشار حدود باشدو در دسترس میاقتصادی تاکنون منتشر شده 
مقاله( در  0درصد مقالات ) .0که صرفاً گردد، در حالیبازمی ..00مقاله( به بعد از سال  00)

، تشار یافتهت مقالات انکمیّ اندک بودن اند. بدین ترتیب نه تنها به لحاظانتشار یافته .000دهه 
 0کم های هوش مصنوعی )که سابقه دستکارگیری روشدر به وقفه زمانیبلکه از منظر 

 شود.ای دارند(، وضعیت چندان مطلوبی در فضای پژوهشی داخلی مشاهده نمیدهه

 های زمانی اقتصادی تمرکز بینی سریبر پیشمقاله(  00درصد مقالات ) .0حدود  ،دوم
های هوش استفاده از روش سازی سبد سهام بامقاله( نیز بهینه 0درصد مقالات ) .0داشته و 

مقاله بر  0بینی، مقاله فارسی مرتبط با پیش 00اند. از مصنوعی را مبنای مطالعه خود قرار داده
مقاله  0کوین، بینی قیمت بیتمقاله بر پیش 0بینی قیمت مسکن، مقاله بر پیش 0بینی تورم، پیش
بینی قیمت سهام یک شرکت یا مقاله بر پیش 0بینی شاخص بورس اوراق بهادار و یشبر پ

بینی شاخص صنایع بورسی با ها تمرکز دارند. بدین ترتیب تاکنون، پیشای از شرکتمجموعه
 های هوش مصنوعی در مقالات داخلی مدنظر قرار نگرفته است.استفاده از روش

 های ، روشمسوRNN  وLSTM  بیشترین فراوانی را در مطالعات داخلی به خود
روش به استثنای یک مقاله، اختصاص داده است و در این مجموعه مقالات مورد بررسی، 

GRU کار گرفته نشده است.های زمانی بهبینی سریدر پیش 

                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                      

1 Akhas Rahmadeyan (2124) 
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 های هوش مصنوعی، لازم است بینی هر یک از روشپیش توان، برای سنجش چهارم
صورت . بدینتقسیم شوند« آزمایش یا آزمون»و « آموزش یا یادگیری»سمت ها به دو قداده

ای از ها و از طریق یادگیری یا آموزش، معماری بهینهکه با استفاده از بخش نخست از داده
یا  شود. در گام بعدی برای اعتبارسنجیهای هوش مصنوعی ارائه میهر یک از روش

بینی متغیر مورد بررسی در دوره آزمون رای پیش، آن معماری ببینیارزیابی توان پیش
های مختلف سنجش خطا، میزان انحراف یا خطای کارگرفته شده و در ادامه، با روشبه

های اکثر مقالات شود. متأسفانه یکی از کاستیهای واقعی محاسبه میبینی از دادهپیش
دوره آزمون برآورد نشده بینی برای مورد( آن است که خطای پیش 00مورد از  00داخلی )

ها را به دو دوره یادگیری و درصد از مقالات منتشره، داده 00است. به عبارت دیگر، 
و  ها )یعنی دوره یادگیریبینی را برای کل دادهاند و خطای پیشآزمایش، تفکیک نکرده

 اند.( محاسبه نمودهنه دوره آزمون
جنبه دارای نوآوری است. نخست،  0با عنایت به فضای پژوهشی داخلی، مقاله حاضر از 
به منظور  GRUو  RNN ،LSTMساختار بهینه )یعنی ابرپارامترها( برای سه روش 

شود. لازم به یادآوری است که روش بینی شاخص صنایع منتخب بورسی برآورد میپیش
GRU ، ،نبوده است. دوم، شاخص  داخلیهای پژوهشمورد توجه به استثنای یک مقاله

شیمیایی، زغال سنگ -های نفتی، پتروشیمیصنایع بورسی حوزه انرژی )مشتمل بر فرآورده
مشاهده از  ..0، شوند. سومبینی میالذکر پیشهای فوقروشو انرژی( با استفاده از 

و سپس  شوندمیشته برای آزمون کنار گذا ها(درصد داده .0)حدود  های انتهای دورهداده
روز  .0روز )یک هفته( و  0روز،  0روز،  0های بار در افقبینی برای نخستینخطای پیش

 .گردندمیکاری )یک ماه( در هر سه روش برآورد 
 

 های آماری. روش تحقیق و پایه4
 . روش تحقیق4-1

 (RNN) های عصبی بازگشتی سادهشبکه. 4-1-1

 کنند:را به صورت زیر محاسبه می 𝑦𝑡( ساده، خروجی RNNهای عصبی بازگشتی )شبکه

(0  )                                                                                                  𝑦𝑡 = 𝑓(𝑊𝑦ℎ𝑡) 

(0                                      )                                         ℎ𝑡 = 𝜎(𝑊ℎℎ𝑡−0 +𝑊𝑥𝑥𝑡) 
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، فعالیت لایه پنهان دوره ℎ𝑡هایی برای خروجی لایه پنهان به ترتیب ماتریس 𝑊𝑥و  𝑊𝑦 ،𝑊ℎکه 

( نشان داده شده است که فعالیت 0هستند. بازگشت زمانی در معادله ) 𝑥𝑡و ورودی  ℎ𝑡−0گذشته 

کند. این وابستگی، غیرخطی مرتبط می ℎ𝑡−0را به فعالیت لایه پنهان گذشته  ℎ𝑡لایه پنهان جاری 

.)𝜎است زیرا از تابع لگاریتمی   .0(0.00)یائو و همکاران،  استفاده شده است (

 (LSTMیا ماندگار ) مدت طولانیحافظه کوتاه. 4-1-2

ساده ارائه شده در معادلات فوق به دلیل مشکلات کاهش گرادیان و انفجار  RNNآموزش 

آید. برای حل مشکل، به وجود می ℎ𝑡−0و  ℎ𝑡دشوار است. این مسئله به دلیل رابطه غیرخطی 

LSTM ( 0000در ابتدا توسط هوکرایتر و اشمیدوبر)پیشنهاد شد و بعداً در پژوهش گریوز  0

 𝑐𝑡−0و  𝑐𝑡های حافظه ، یک وابستگی خطی بین سلولLSTMاصلاح گردید. در  0(0.00)

های ورودی و خروجی است. دارای دروازه LSTMشود. همچنین گذشته خودش  معرفی می

این دو گیت یا دروازه روی یک تابع غیرخطی در ورودی و یک تابع غیرخطی در خروجی 

LSTM شوند. روابط مرتبط با اعمال میLSTM شود:وشته میبه صورت زیر ن 

(0                  )                                        𝑖𝑡 = 𝜎(𝑊𝑥𝑖𝑥𝑡 +𝑊ℎ𝑖ℎ𝑡−0 +𝑊𝑐𝑖𝑐𝑡−0) 

(0       )                                                𝑓𝑡 = 𝜎(𝑊𝑥𝑓𝑥𝑡 +𝑊ℎ𝑓ℎ𝑡−0 +𝑊𝑐𝑓𝑐𝑡−0) 

(0     )                                𝑐𝑡 = 𝑓𝑡 ⊙ 𝑐𝑡−0 + 𝑖𝑡 ⊙ tanh⁡(𝑊𝑥𝑐𝑥𝑡 +𝑊ℎ𝑐ℎ𝑡−0) 

(0                                                            )𝑜𝑡 = 𝜎(𝑊𝑥𝑜𝑥𝑡 +𝑊ℎ𝑜ℎ𝑡−0 +𝑊𝑐𝑜𝑐𝑡) 

(0              )                                                                            ℎ𝑡 = 𝑜𝑡 ⊙ tanh⁡(𝑐𝑡) 

 .(0.00)یائو و همکاران،  های ورودی، فراموشی و خروجی هستندبه ترتیب دروازه 𝑜𝑡و  𝑖𝑡 ،𝑓𝑡که 

 (GRUای )واحد بازگشتی دروازه. 4-1-3

معرفی گردید. این  0(0.00( توسط چو و همکاران )GRUای )واحد بازگشتی دروازه

در این  LSTMاست اما تفاوت آن با  LSTMای شبیه کارگیری توابع دروازهروش در به

 توان به صورت زیر خلاصه کرد:است که سلول حافظه ندارد. عملیات آن را می
                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                      

1. Yao et al. (2115) 

2. Hochreiter & Schmidhuber (0991) 

3. Graves (0213) 

4. Cho et al. (8102) 
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(0           )                                                                    ℎ𝑡 = (0 − 𝑧𝑡)ℎ𝑡−0 + 𝑧𝑡ℎ̃𝑡 

(0         )                                                                         𝑧𝑡 = 𝜎(𝑊𝑧𝑥𝑡 + 𝑈𝑧ℎ𝑡−0) 

(0.    )                                                        ℎ̃𝑡 = tanh⁡(𝑊ℎ𝑥𝑡 +𝑈(𝑟𝑡 ⊙ℎ𝑡−0)) 

(00   )                                                                              𝑟𝑡 = 𝜎(𝑊𝑟𝑥𝑡 + 𝑈𝑟ℎ𝑡−0) 

روزرسانی و بازنشانی هستند، های بهدروازه 𝑟𝑡و  𝑧𝑡است. همچنین  GRU ،ℎ𝑡که خروجی 

ℎ̃𝑡  نیز نماینده خروجی است. همچنین𝑊𝑧 ،𝑊ℎ ،𝑊𝑟 ،𝑈𝑧  و𝑈𝑟 ها در نیز ماتریسGRU 

 .(0.00)یائو و همکاران،  هستند
 

 سنجی متقابلاعتبار. 4-2
های روی دادهمدل  نحوه عملکردروشی برای ارزیابی  ،سنجی متقابل سری زمانیاعتبار

 های تاریخیها بر روی دادهاجرا کردن اعتبارسنجی متقابل برای ارزیابی مدل تاریخی است.
 (لغزنده) غلتان این روش با تعریف یک پنجره متعددی است. 0پارامترهایابرشامل تعیین 

با اعتبار سنجی متقابل  که شودانجام میبینی دوره بعد از آن روی مشاهدات گذشته و پیش
ترتیب زمانی ، که آن را به صورت تصادفی تقسیم کندآنه جای بزیرا  ،فاوت دارداستاندارد ت

بینی های پیشبرآورد بهتری از قابلیتدهد تا اجازه می روش مذکور .کندها را حفظ میداده
شود، که فقط یک پنجره استفاده می. هنگامیصورت گیرد مدل با در نظر گرفتن چند دوره

آخرین  ،آزمایشهای که دادهاست، جایی آزمایش-شبیه به تقسیم استاندارد آموزش
  های قبلی است.جموعه آموزش شامل دادهمجموعه مشاهدات است و م

آنکه در پژوهش  با توجه به .شودتعیین ها با توجه به فراوانی داده بینیباید بازه پیشابتدا 
از  توانبینی یک هفته میبرای پیش ،استفاده شده است هادادهبرای  تواتر روزانه حاضر از

0=h 0از  روز و یا برای یک ماه.=h در مرحله بعد باید طول پنجره برای استفاده کرد .
یک هفته  بینیبرای مثال برای پیش نمود.تعیین بینی با هر مضربی از بازه پیشبینی را پیش

در این مقاله از  .در نظر گرفت h  =windows*  .0توان پنجره را می( h=0) کاری آینده
سال در  0روز کاری یعنی حدود  ..0تا  (حدود یک سال)روز کاری  ..0های بازه

لو آوردن پنجره جبه ام برای گپارامتر دیگر طول های مختلف استفاده شده است. بینیپیش
روز  .0روز کاری )یک هفته( و  0گام یا اندازه طول پژوهش حاضر، که در  باشدمیداده 

                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                      

1. Hyperparameter 
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پارامتر دیگر تعیین  مختلف در نظر گرفته شده است.برآوردهای در  ماه(کاری )حدود یک
 پنجره تعیین شده است. .0تا  0برابر با  کهست بینی اهای پیشتعداد پنجره

 

 هااعتبارسنجی مدل. 4-3
ها، در پژوهش حاضر از معیار ریشه میانگین مربعات خطا بینی مدلبرای ارزیابی نتایج پیش

(RMSE)0 بینی شود. معیار مذکور برای ارزیابی میزان انحراف بین نتایج پیشاستفاده می
دهنده دقت شود و هر چه مقدار آن کمتر باشد، نشانکارگرفته میهای واقعی بهشده و داده

 ( است.00به صورت رابطه ) RMSEبینی است. بیان ریاضی معیار بالاتر برای مدل پیش

(00       )                                                               𝑅𝑀𝑆𝐸 = √
0
𝑁
∑ (𝑦𝑖 − 𝑦𝑖

′)0𝑁
𝑖=0 

 

 آماری و آمارهای توصیفی . پایه4-4
 0در دوره ایران  خص بورسی مرتبط با انرژی در بورسهای چهار شاهددر این مقاله از دا

صیفی مربوط به این های تو(، آمار0)استفاده شده است. در جدول  0.00مه  0تا  .0.0مه 
ترسیم  های لگاریتمی، روند تحولات داده(0اند و در نمودار )ه شدهارائچهار شاخص 

 .اندشده

 (. آمارهای توصیفی بازده متغیرها1جدول )
 

ت
دا

شاه
د م

دا
تع

 

ین
نگ

میا
 

قل
دا

ح
کثر 

دا
ح

ول 
ک ا

چار
وم 

ک د
چار

وم 
 س

ک
چار

یار 
 مع

ف
حرا

ان
 

 ./000 000/00 000/00 000/00 0.0/00 .000/0 000/00 000 صنایع شیمیایی
 ./000 .000/0 .000/0 .000/0 000/00 .00/0. .000/0 .00 زغال سنگ

 ./000 000/0 000/0 000/0 000/0 000/0 000/0 000 انرژی
 ./000 00/00. 000/00 000/00 000/00 000/00 000/00 000 های نفتیفرآورده

 پژوهشهای مأخذ: یافته

 
ها مشخص است رفتار روندی و رفتار ادواری ) فصلی( در کنار همانطور که در این داده

های تصادفی در این نمودارها مشهود است. در ادامه به برآورد الگوها جهت تجزیه این بخش
 است. عناصر در چهار شاخص بورسی حوزه انرژی کشور پرداخته شده

                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                                      

1. Root Mean Squared Error 
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 های لگاریتمی چهار شاخص بورسی انرژی. روند تحولات داده(1نمودار )

 
 پژوهشهای مأخذ: یافته

 

 های پژوهش. یافته5
های زمانی در یادگیری ماشین بر های پیش بینی سریروش از مهمترین روش سهدر ابتدا 

تخاب شده است. برای مقایسه عملکرد ان RNNهای مصنوعی بازگشتی اساس رویکرد شبکه
که در  اندشده سنجی متقابلاعتبار ،پارامترهای مختلفابرها با توجه به هر یک از این الگو

 ه شده است.ئارا سنجی متقابلاعتبارها و عملکرد آنها در بینیچهار مورد از این پیش ادامه،
 

 های مختلفدر افق GRUو  RNN ،LSTMابرپارامترهای سه مدل (. 2جدول )
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 روز 0
RNN ..00/. 0. 0. 00 0 00 0 ..000/. 0... 0 

GRU ..00/. 0. 0. 00 0 00 0 ...0./. 0... 00 

LSTM ..00/. 0. 0. 00 0 00 0 ...0./. 0... 00 

 روز 0
RNN ..00/. 0. 0. 00 0 00 0 ...0./. 0... 00 

GRU ..00/. 0. 0. 00 0 000 0 ...00/. 0... 0 

LSTM ..00/. 0. 0. 00 0 00 0 ..00./. 0... 0. 

روز  0
 )یک هفته(

RNN .000/. 0 0. 00 0 00 0 ..000/. 0... 00 

GRU .000/. 0 0. 00 0 000 0 ..000/. 0... 0 

LSTM .0.0/. 0 00. 00 0 000 0 ..000/. 0... 0 

روز  .0
 )یک ماه(

RNN .000/. 0. 00. 00 0 00 0 ..00./. 0... 0. 

GRU .000/. 0. 00. 00 0 00 0 ..000/. 0... 0 

LSTM .000/. 0. 00. 00 0 00 0 ..000/. 0... 0 
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 ، چند یافته کلیدی وجود دارد:در تعیین مشخصات الگوها
بینی به طور لازم برای حصول به بهترین پیش ، اندازه رستهبینیبا افزایش افق پیش -یک

 .یابدمتوسط برای تمامی الگوها کاهش می
لازم کمتر  رسته بزرگتر باشد اندازهدر یادگیری ورودی ه اندازه حجم نمونه چهر -دو

 خواهد بود.
 داده ..0با  را زمانی متفاوتهای افقبرای الگوی مختلف  0بینی پیش( خطای 0جدول )
 دهد.نشان می بینیپنجره پیش .0با  سال( 0حدود روزانه )

 

 یادگیری ماشین الگوسه  با های مختلف زمانیافقبرای  RMSEبینی خطای پیش (.3)جدول 
(RNN ،LSTM  وGRU( و یک الگوی خطی اقتصادسنجی )ARIMA ) 

 RNN GRU LSTM ARIMA شاخص صنایع 

 روز کاری 0

 ./0.. ./0.. ./00. ./00. شیمیایی
 ./00. ./00. ./00. ./00. زغال سنگ

 ./00. ./.0. ./.0. ./.0. انرژی
 ./00. ./00. ./00. ./00. فرآورده نفتی

 روز کاری 0

 ./00. ./00. ./00. ./00. شیمیایی
 ./.0. ./00. ./00. ./00. زغال سنگ

 ./00. ./00. ./00. ./00. انرژی
 ./00. ./.0. ./00. ./00. فرآورده نفتی

 روز کاری )یک هفته( 0

 ./00. ./00. ./00. ./00. شیمیایی
 ./00. ./00. ./00. ./00. زغال سنگ

 ./00. ./.0. ./00. ./00. انرژی
 ./00. ./00. ./00. ./00. فرآورده نفتی

 ماه( 0روز کاری ) .0

 ./00. ./00. ./00. ./00. شیمیایی
 ./000 ./000 ./000 ./000 زغال سنگ

 ./.0. ./00. ./00. ./00. انرژی
 ./00. ./00. ./.0. ./00. فرآورده نفتی

 های پژوهشمأخد: یافته
 

 ها حاکی از آن است کهیافته
 بینیپیشدر  LSTMمدل مدت یعنی یک روز کاری، بینی بسیار کوتاهدر افق پیش -یک

 به ترتیب GRUو  RNNهای مدل ،عملکرد خوبی دارد سنگی شیمیایی و زغالهاشاخص
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که در حالیو انرژی عملکرد بهتری دارند، های نفتی فرآوردههای بینی شاخصبرای پیش
 .ندارد کرد بهتریعمل هاشاخصیک از هیچبینی پیش در ARIMA اقتصادسنجی مدل

سنگ، زغال شاخصسه  بینیپیشدر  LSTMمدل بینی دو روز کاری، در افق پیش -دو
با اختلاف اندکی نسبت به  RNNهای مدل و عملکرد خوبی داردهای نفتی و فرآورده انرژی
است که کند. این در حالیشیمیایی، بهتر عمل می بینی شاخصبرای پیش ،LSTMمدل 
عملکرد بهتری ندارند. ذکر  هاشاخصیک از هیچبینی پیش در GRU، ARIMAهای مدل

الگوها  بیانگر توانایی بالایکه  هستند اندکنسبتاً  RMSE مقادیراین نکته ضروری است که 
 .باشدمیروزه  0بینی دقیق برای افق پیشدر 
 دهدروز کاری )یک هفته( نشان می 0ها در بینی مدلهای حاصل از خطای پیشیافته -سه

 مدل سنگ و انرژی بهتر عمل نموده است.زغال هایشاخص بینیپیشدر  LSTMکه مدل 
RNN شیمیایی عملکرد بهتری دارد و همچنین عملکرد هر دو مدل  بینی شاخصبرای پیش
RNN  وGRU های نفتی مشابه یکدیگر است. مشابه بابینی شاخص فرآوردهدر پیش 

ها در مقایسه با سایر مدل هابینی شاخصپیش در ARIMA های گذشته، عملکرد مدلیافته
 0روزه، بیشتر از افق  0های در افق RMSEتر بوده است. شایان ذکر است که مقادیر ضعیف

 باشد.بینی میبینی به موازات با موسع شدن افق پیشروزه است که به معنای کاهش دقت پیش
 بینیپیشدر  LSTMمدل  روز کاری )یک ماه(، .0در افق نسبتاً بلندمدت و ظرف  -چهار

برای به ترتیب  GRUو  RNN های غیرخطیمدل سنگ بهتر عمل نموده است.زغال شاخص
های های نفتی عملکرد بهتری دارد. جالب آنکه در افقانرژی و فرآورده بینی شاخصپیش
های غیرخطی نزدیک به مدل ARIMAبینی خطی بینی دورتر، عملکرد الگوی پیشپیش

بینی شاخص شیمیایی، عملکرد به مراتب که حتی در پیششود، به طوریمصنوعی می هوش
بینی شاخص شیمیایی متعلق به این دو ی پیشدهند و کمترین خطابهتری را از خود نشان می

تر بوده است. ها ضعیفدر مقایسه با سایر مدل هابینی شاخصپیش روش خطی است. در
روزه است که به  0روزه، بیشتر از افق  .0های در افق RMSEهای قبل مقادیر مشابه با یافته

 باشد.بینی میبینی به موازات با موسع شدن افق پیشمعنای کاهش دقت پیش
، RNNالگوهای غیرخطی یادگیری ماشین )بینی پیشتر قدرت بررسی دقیقدر انتها برای 

GRU  وLSTMو روش ) ( خطی اقتصادسنجیRIMAبرای چهار ) در  مورد بررسی شاخص
 .ترسیم شده است( در قالب چهار پانل مجزا 0) نمودار، آیندهکاری روز  .0 و 0، 0، 0های افق
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های اقتصادسنجی برای افقو یادگیری ماشین های بینی چهار شاخص با استفاده از روشپیش(. 2نمودار )
 روز کاری 22و  5، 2، 1مختلف 

 روز کاری 1 -الف

 
 روز کاری 2 -ب

 
 روز کاری )یک هفته( 5 -ج

 
 ماه( 1روز کاری ) 22 -د

 
 های پژوهشمأخد: یافته
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 هابندی یافته. جمع6
های مختلف در این پژوهش، با استفاده از رویکرد یادگیری ماشین، عملکرد روش

سنگ، انرژی و شیمیایی، زغال های صنایعشاخصهای مربوط به بینی دادهپیش
های مورد استفاده به در بورس اوراق بهادار ارزیابی شده است. داده های نفتیفرآورده

 00تا  0000اردیبهشت  00) 0.00 هم 0تا  .0.0 هم 0صورت روزانه و در بازه زمانی 
که از مهمترین الگوهای  RNN اند. از الگوهای خانوادهآوری شدهجمع( 00.0اردیبهشت 

 های زمانی هستندبینی سریپیش های یادگیری ماشین و هوش مصنوعی برایروش
ها بینی این شاخص، برای تحلیل و پیش(GRUو  RNN ،LSTM)مشتمل بر سه الگوی 

های های زمانی در زمینهبینی سریهای پیشاستفاده شده است. با توجه به اهمیت روش
 با های یادگیری ماشینبینی با روشمختلف، از جمله اقتصاد و مالی، نتایج الگوهای پیش

د. همچنین انمقایسه شده (ARIMA)یعنی  های زمانیالگوهای سری ترینیکی از متداول
سال اول( به  0ها در ابتدای دوره )حدود درصد کل داده .0بینی، به منظور انجام پیش

سال  0ها در انتهای دوره )حدود درصد کل داده .0عنوان دوره آموزش یا یادگیری و 
 کارگرفته شده است.زمایش یا آزمون بهآخر( به عنوان دوره آ

های زمانی در یادگیری ماشین بر بینی سریهای پیشدر ابتدا، سه روش از مهمترین روش
برای مقایسه عملکرد انتخاب شدند.  RNN های مصنوعی بازگشتیاساس رویکرد شبکه

روز )یک ماه( بررسی  .0روز )یک هفته( و  0روز،  0روز،  0بینی سپس، الگوها برای پیش
، مورد اعتبار پارامترهای مختلفابراز این الگوها، با توجه به  یک سپس هر یکشدند. 

وها و مقایسه در تعیین مشخصات الگهای به دست آمده یافتهسنجی متقابل قرار گرفتند. 
 (GRUو  RNN ،LSTMهای )مدل مبتنی بر یادگیری ماشینغیرخطی الگوی  0عملکرد 
 به شرح زیر هستند: (ARIMA)مدل  های زمانیهای سریمبتنی بر روش خطی با الگوی

 بینی به طور لازم برای حصول به بهترین پیشرسته  بینی، اندازهبا افزایش افق پیش
 .یابدالگوها کاهش میمتوسط برای تمامی 

 کمتر رسته مورد نیاز بزرگتر باشد، اندازه یادگیری در  ورودی هرچه حجم نمونه
 .خواهد بود
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  ای، توانایی الگوهای مبتنی بر یادگیری ماشین در عملکرد درون نمونهبه موازات با
های زمانی در عملکرد ای سریهدر مقایسه با روش ایملاحظهآنها مزیت قابل

 .دارندای نمونهبرون
 های یادگیری ، روشروزکاری( 0روز و  0روز،  0مدت )کوتاه زمانی هایدر افق

های مختلف صنایع انرژی از شاخصبینی بهتری پیش ،LSTMبه ویژه مدل  ماشین
درصد در  0/00تا  0/00ها بین بینی آنکه دقت پیشبه طوری اندکشور ارائه نموده

های سری روش ماه( 0روز کاری معادل  .0بینی بلندمدت )پیشافق در  نوسا است.
و در مورد شاخص صنایع  با الگوهای یادگیری ماشین ی تقریباً مشابهعملکرد ،زمانی

بینی درصدی، قادر به پیش 00و با دقت حدوداً  اندداشته (بهتر شیمیایی عملکردی
 .های مختلف صنایع بورسی انرژی کشور هستندشاخص

توانند برای های زمانی میهای یادگیری ماشین و سریدهد که روشژوهش نشان میاین پ
 هایسنگ، انرژی و فرآوردهشیمیایی، زغال شاخص صنایعهای مربوط به بینی دادهپیش

ها بینی و مشخصات دادهاستفاده شوند، اما انتخاب روش مناسب بستگی به افق پیش ینفت
بینی و دقت بالای الگوهای یادگیری ماشین به ویژه مدل با عنایت به نتایج پیش دارد.

LSTMهای سودآور بین دهی و وجود استراتژیشود مباحث سیگنال، پیشنهاد می
گذاران و عوامل فعال در بازارهای مالی مورد توجه قرار بازارهای موازی توسط سرمایه

ها، امکان کنترل ریسک و کسب بینی آنها و پیشگیرد تا با آگاهی از حرکات بین بازار
 های مناسب فراهم گردد.بازده
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